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Algoritmo k-Means — Breve Revisao
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1)

2)

3)

4)

Escolher aleatoriamente 4 protodtipos (centros) para
0s clusters

Atribuir cada objeto para o cluster de centro mais
proximo (segundo alguma distancia, e.g. Euclidiana)

Mover cada centro para a média (centroide) dos
objetos do cluster correspondente

Repetir os passos 2 e 3 até que algum critério de
convergéncia seja obtido:

- numero maximo de iteragoes

- limiar minimo de mudancas nos centroides
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= Executar k-means com k=3
a partir dos prototipos [6 6],
[4 6] e [510]
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K-Means sob Perspectiva de Otimizacao

= Algoritmo minimiza a seguinte funcao objetivo:

SSE = Sum of Squared Erros (variancias intra-cluster)

J :Zk: Zd(xj,ic)z

c=1 Xj ECC

onde d = Euclidiana e X, é o centrdide do c-ésimo grupo:
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K-Means sob a Perspectiva de Otimizacao:

- Assumamos:
- conjunto de objetos X = {Xy, Xy, ..., X\ }
- conjunto de k centroides quaisquer {X, X,, ..., X, }
- Podemos reescrever o critério SSE de forma equivalente como:

N Kk
J :Zzﬂcj

K
2; Z,ch =1V ; 10,1}
j=1 o1 =)

- Desejamos minimizar J com respeito a {x_} e {4}

XJ _)—(C

- Pode-se fazer i1sso via um procedimento iterativo (2 passos):
a) Fixar {X.} e minimizar J com respeito a {44} (E)

b) Minimizar J com respeito a {X}, fixando-se {;} (M)
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K-Means sob a Perspectiva de Otimizacao:
J =iiﬂq—

j=1 c=1

XJ _)—(C

k
2; Z,ch =1 Vj v M E{O’l}
c=1

a) Fixar {X } e minimizar J com respeito a {4;} (Passo E)

- Termos envolvendo diferentes j sao independentes

- Logo, pode-se otimiza-los separadamente

- 1 =1 para ¢ que fornece o menor valor do erro quadratico
* Atribuir ;=1 para o grupo mais proximo.
b) Minimizar J com respeito a {X}, fixando-se {¢; } (Passo M)

- Derivar J com respeito a cada X, e igualar a zero: N
2 HeX;
_ it

VXC‘J :iﬂdv?c [(Xj _)_(C)T (Xj _)_(c)]: Zi'uq' ()_(c _XJ)ZO = | X
J=1 j=1

N
Z :ucj
=1




Alternativas para Inicializacao

] Multiplas Execucoes (inicializacbes aleatdrias):
a funciona bem em muitos problemas.

a em bases de dados complexas, pode demandar
um no. enorme de execucoes.

a em particular para no. de grupos grande.
Q especialmente porque k €, em geral, desconhecido
. Agrupamento Hierarquico:
a agrupa-se uma amostra dos dados
a tomam-se os centros da particao com k grupos



Alternativas para Inicializacao

J Selecao “Informada” :
o toma-se o 1° prototipo como um objeto aleatorio
= Oou como o centro dos dados (grand mean)

o sucessivamente escolhe-se o proximo prototipo
= como 0 objeto mais distante dos prototipos correntes

a Nota: para reduzir o esforco computacional e
minimizar a probabilidade de selecao de outliers

» processa-se apenas uma amostra dos dados

] Busca Guiada:
a X-means, k-means evolutivo, ...
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Discussao

a k-means @ mais susceptivel a problemas quando
clusters sao de diferentes

— Tamanhos
— Densidades

— Formas nao-globulares

© Tan,Steinbach, Kumar Introduction to Data Mining 4/18/2004 n%




Formas diferentes
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Densidades diferentes
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Tan, Steinbach, Kumar

15+

10+

-15 10 15 -15 10 15

= Nota: na pratica, esse problema em geral nao € critico, i.e.,
ha pouco interesse na maioria das aplicacdes de mundo real

= Grandes BDs (muitos objetos & atributos) e necessidade de
interpretacao dos resultados (e.g. segmentacao de mercado...)



Manipulando Grupos Vazios
J k-means pode gerar grupos vazios

a Por inicializacao em pontos “dominados” do espaco
Qprototipos nao representativos: nenhum objeto mais proximo

Qinicializacao como objetos ao invés de pontos aleatorios resolve
a Pela inicializacao de grupos

Qcujos prototipos sao nao representativos; por exemplo:

@ E Grupos iniciais
D

a Ao longo das iteracoes
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Manipulando Grupos Vazios

] Estratégias para contornar o problema:

a Eliminar os prototipos nao representativos (reduz k)
= viavel se o numero inicial de grupos, k, puder ser reduzido

= pode ser util para ajustar valores superestimados de k

a Substituir cada prototipo nao representativo (mantém k)
= pelo objeto que mais contribui para o SSE da particao

= por um dos objetos do grupo com maior MSE

- visa dividir o grupo com maior erro quadratico médio

= Nota: a execucao do algoritmo prossegue apds a substituicao



Vantagens

Simples e intuitivo

Complexidade computacional
linear em todas as variaveis
criticas: O(N n k)

quadraticose n ~ N ...

Eficaz em muitos cenarios de
aplicacao e produz resultados
de interpretacao simples

Considerado um dos 10 mais
influentes algoritmos em Data
Mining (Wu & Kumar, 2009).

Desvantagens

k=7

Sensivel a inicializacao dos
protétipos (minimos locais de J)

Limita-se a encontrar clusters
volumétricos / globulares

Cada item deve pertencer a um
unico cluster (particao rigida,
ou seja, sem sobreposicao)

Limitado a atributos numéricos

Sensivel a outliers

24



= K-medianas: Substituir as médias pelas medianas
Médiadel, 3,5, 7,9¢é 5
Médiade 1, 3,5, 7, 1009 é 205
Medianade 1, 3,5, 7, 1009 é §5
Vantagem: menos sensivel a outliers”
Desvantagem: implementagao mais complexa

calculo da mediana em cada atributo...

= Pode-se mostrar que minimiza a soma das distancias de
Manhattan dos objetos aos centros (medianas) dos grupos
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= K-medoides: Substituir cada centrdide por um objeto
representativo do cluster, denominado medoide

Medoide = objeto mais proximo aos demais objetos do cluster

mais proximo em média (empates resolvidos aleatoriamente)

Vantagens:

menos sensivel a outliers
permite calculo relacional (apenas matriz de distancias)
= logo, pode ser aplicado a bases com atributos categdricos

convergéncia assegurada com qualquer medida de (dis)similaridade

Desvantagem: Complexidade quadratica com n°. de objetos (N)
26



Objeto Xx; Xiq Xis
1 1 2
2 2 1
3 1 1
4 2 2
5 8 9
6 9 8
7 9 9
8 8 8
9 1 15

10 2 15
11 1 14
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= Executar k-medodides para
k=3 com meddides iniciais
dados pelos objetos 5, 6 e 8
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= Métodos de Miiltiplas Execucoes de k-means:

= Executam k-means repetidas vezes a partir de diferentes valores
de k e de posicoes iniciais dos prototipos

= Ordenado: n, inicializagdes de prototipos para cada k € [Kyin, Kiax]

= Aleatorio: n+ inicializagdes de protdtipos com k sorteado em [K.in, Kiax]

= Tomam a melhor particao resultante de acordo com algum critério
de qualidade (critério de validade de agrupamento)

= Vantagens: Estimam k e sao menos sensiveis a minimos locais

= Desvantagem: Custo computacional pode ser elevado
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= J poderia ser utilizada para escolher a melhor particao
dentre um conjunto de candidatas ?

= Resposta é sim se todas tém o mesmo no. k de clusters (fixo)

= Mas e se k for desconhecido e, portanto, variavel ?

= Considere, por exemplo, que as particoes sao geradas a
partir de multiplas execugoes do algoritmo:

= com protoétipos iniciais aleatorios

= com no. variavel de grupos Kk € [Kin, Kiax]
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Considere multiplas execucdes ordenadas de k-means, com uso de J:

Erro Quadratico: 1:
k
_ YV 8
J=> Zd(xj,xi) i 5
=1 Xj ECi 6
I 5
|
3
- - 2
Funcdo Objetivo 1

1 2 3 4 5 6 7 8 9 10

Keogh, E. A Gentle Introduction to Machine Learning and Data Mining
for the Database Community, SBBD 2003, Manaus.



- Considere o seguinte exemplo:
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Para k = 1, o valor da funcéo objetivo € 873,0

1 2 3 45 6 7 8 910

Keogh, E. A Gentle Introduction to Machine Learning and Data Mining for the Database Community, SBBD 2003, Manaus.



Para k = 2, o valor da funcéo objetivo é 173,1
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Keogh, E. A Gentle Introduction to Machine Learning and Data Mining for the Database Community, SBBD 2003, Manaus.



Para k = 3, o valor da funcéo objetivo € 133,6
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Keogh, E. A Gentle Introduction to Machine Learning and Data Mining for the Database Community, SBBD 2003, Manaus.



Podemos entao repetir este procedimento e plotar os valores da
funcéo objetivo J para k =1,...,6, ... e tentar identificar um “joelho” :

1.00E+03

9.00E+02

8.00E+02 \
7.00E+02 \
6.00E+02 \
5.00E+02 \
4.00E+02 \

3.00E+02 \\
2.00E+02

Funcédo Objetivo

0.00E+00

Keogh, E. A Gentle Introduction to Machine Learning and Data Mining for the Database Community, SBBD 2003, Manaus.
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Objeto x; Xiq Xis
1 1 2
2 2 1
3 1 1
4 2 2
5 8 9
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= Executar k-means com k=2
até k=5 e representar

graficamente J=f(k)

36



laros

tao ¢

ao sao sempre

~n

= Infelizmente os resultados n

quanto no exemplo anterior...

a
10 11 12

o

2 3 4 5 6 7 8 9

e
et
T T T T T T T
@ o
o
o ® g @ @
ooy oo uaouo e
° %
gl heEE el
) ST* e o 8% g %O o
o %00 Laghg  CWaa o T 00 . o
o (1
e%o%%an b, osd ouu 5, o?
°% o @ e F oo o o ff= £,
° e o of §ow "0y @ gy ©
o & go % g0 @e oo
“o ;% 5 g °
o g of o ot
o a a
uWS 0 ® G % u-nno
@
0% wuhnaw %eo ma_uoonm o 2 omuum
o o ou_ ooauou o o o
ERAEE L Acks SN
LY o L ] U]
s o o 8 wlos o
g a° a og o @ o o
g0 O o@e ®, = nuomnmounuo
[ @ 0
' So g Foo o 0 bEoo,
° Vo o B B o af
f.000 @ e -, s °dfz e
B e %nﬁo& o %o ¥ 20
o By o
S o S o %..@%mv o0 om auu
s o ofodo Wp O DB o
uoﬂeuoe. 0?8 e %0 oo °
P % ofe “Cada - o #n&no&.
@ Oowoo 5 ° W aoﬁv
-] ouo @ g @ @ a
o PR
@ s B o
1 1 1 1 1 1 1
o [T} - o] ol - o

37



Variante que pode produzir uma particao ou uma hierarquia

1:
2:
3:

4
5
6:
7
8

Initialize the list of clusters to contain the cluster containing all points.
repeat
Select a cluster from the list of clusters
for i = 1 to number_of _iterations do
Bisect the selected cluster using basic K-means
end for
Add the two clusters from the bisection with the lowest SSE to the list of clusters.

- until Until the list of clusters contains K clusters

SSE(C,)= Y d(x,,x f

Xj ECi



lteration 9
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Bisecting K-Means

= Fazendo K = N (no. total de objetos) no passo 8 do
algoritmo, obtemos uma hierarquia completa

= No passo 3, a selecao do grupo a ser bi-seccionado pode
ser feita de diferentes maneiras

Utiliza-se algum critério de avaliacao de qualidade dos grupos,
para eleger o “pior”. Por exemplo:

= Diametro maximo (sensivel a outliers)
= SSE normalizado pelo no. de objetos do grupo (mais robusto)

= Critérios de avaliacao de grupos individuais que consideram os
objetos nos demais grupos (veremos posteriormente no curso)
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